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1 Motivation und Zielstellung

Ein zentrales Streben der Molekularbiologie ist es, die Genotypen zu bestimmen, die mit Phanotypen
korrelieren [Maro8]. Aus diesem Grund ist die DNA-Sequenzierung seit Jahrzenten ein Forschungs-
feld vom besonderen Interesse, das iiber vielfialtige Anwendungen verfiigt. Es durchlief einen stetigen
Wandel von Einfiihrung der Didesoxynucleotiden Sequenzierung nach Sanger et al. [SNC77] an. Die sich
in den letzten Jahren entwickelnden sog. Next Generation Sequencing (NGS) Techniken stellen derzeit
die Spitze dieser Entwicklung dar. Sie verbindet, dass sie im Vergleich zur Sanger-Sequenzierung
deutlich kiirzere Reads erzeugen, diese jedoch viel schneller zu einem Bruchteil der Kosten produ-
ziert werden. So konnen auf der Roche 454 Plattform 100Mb pro Durchlauf (7h) bei Kosten pro Mb
von $84,39 sequenziert werden. Die Lange eines Reads liegt durchschnittlich bei mehr als 250 bp [vgl.
Maro8| S. 134]. Nach [Tim+o9] liegt der Durchsatz von Gerdten GS FLX Roche/ 454 Serie bei 1,2 GB
pro Tag, bei 1 bis 1,5 Millionen verwertbaren Reads pro Durchlauf und einer Leselinge von mehr
als 400 Basen. Auf der SOLiD Platform konnen wihrend eines Durchlaufes (5 Tage) 3000 Mb bei
Kosten von $5,81 pro Mb sequenziert werden. Die durchschnittliche Read-Lénge betrigt 35 bp [vgl.
Maro8| S. 134]. Auf Gerdten der SOLiD V3 AB Platform betrdgt der Durchsatz 3,2 GB pro Tag, bei
320 Millionen verwertbaren Reads und Leseldngen von 25, 35 oder 50 Basen [Tim+og].

Durch die stettige Weiterentwicklung beziiglich der Geschwindigkeit und der Kosten bei der DNA-
Sequenzierung bleibt die Weiterverarbeitung der sequenzierten Reads eine Herausforderung. Insbe-
sondere das Alignieren von Reads gegen ein Referenzgenom ist aufwendig und benétigt bei dem
weiter steigenden Durchsatz moderner NGS-Geridte immer grofiere Rechnerkapazitéten.

zeigt die Anteile an exakten Duplikaten in einem Datensatz von sequenzierten Exomen
kolorektaler Zelllinien. Es ist deutlich zu erkennen, dass der Anteil der exakten Duplikate hoch ist.
Eine kurze Untersuchung zur Vorbereitung dieser Studienarbeit auf einem Bruchteil der Daten legt
nahe, dass der Anteil der nah-exakten Duplikate vermutlich hoher ist. Ein Duplikat gilt als nah-exakt,
wenn sein Editabstand kleiner gleich 1 ist. Ein Mapping dieser exakten bzw. nah-exakten Duplikate
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bringt fiir spatere Sequenzanalysen keinen Informationsgewinn, trotz ihres langwierigen Alignments.
Im Gegensatz zum Erkennen von exakten Duplikaten, das mit wenig Aufwand effizient erfolgen
kann, benotigt das Auffinden von nah-exakten Duplikaten mehr Aufwand. Der in der Voruntersu-
chung verwendete naive Algorithmus zur Erkennung von nah-exakten Duplikaten erzielte auf bereits
10.000.000 Reads inakzeptable Laufzeiten im Bereich von Monaten. Ziel dieser Arbeit ist es, einen Al-
gorithmus zu entwerfen, der bei grofien Mengen von Reads gut skaliert und sich gut parallelisieren
lasst. Es gilt dabei zu beachten, dass der Anteil an Cross-Genom-Duplikaten mit steigender Anzahl
von Genomen stérker steigen wird. Eine weiteres Ziel dieser Studienarbeit ist es, die Frage zu kldren,
ob sich Filtern dieser nah-exakten Duplikate tiberhaupt lohnt, d. h. ob sich das Alignment dadurch
beschleunigen lasst.

Gruppe Anzahl der Reads Anzahl der Duplikate
mit Duplikaten ohne Duplikate absolut relativ
caco 92849949 83970167 8879782 9,56%
rko 79135892 72816889 6319003 7,99%
lim 88664822 83687770 4977052 5,61%
geo 99143727 92414890 6728837  6,79%
Summiert 359794390 332889716 26904674 7,48%
<Alle zusammen> 359794390 313988627 45805763  12,73%

Tabelle 1: Anteil der exakten Duplikate in einem Datensatz von sequenzierten Exomen kolorektaler
Zelllinien. Die Werte der ersten vier Zeilen wurden durch Einzelbetrachtung der Samples
caco, rko, lim und geo gewonnen. Diese wurden fiir die fiinfte Zeile jeweils aufsummiert.
Die Werte der letzten Zeile wurden gewonnen, indem die Reads aller Samples zusammen
betrachtet wurden (u. a. Cross-Genom Duplikate).

2 Verwandte Arbeiten

Im Rahmen dieses Kapitels werden bestehende Arbeiten betrachtet, die die algorithmischen Proble-
men, die der Studienarbeit zugrundeliegen, behandeln.

2.1 Editabstand und approximatives String-Matching (ASM)

Die Ahnlichkeit bzw. die Verschiedenheit von zwei Reads wird in dieser Studienarbeit mithilfe des
Editabstandes beurteilt. Der Editabstand, auch Levenstein-Distanz, ist wie folgt definiert: Der Editab-
stand zweier Strings s und r ist die minimale Anzahl von Einfiige-, Losch- und Ersetz-Operationen,
um den String s in den String r zu tiberfithren [vgl. [Lev66].

Die Algorithmen zur Berechnung des Editabstandes sind eng mit den Algorithmen zur Durch-
fithrungn von approximativen String-Matching (ASM) verwandt. Sie teilen sich wesentliche Ker-
nideen und lassen sich nach [Navoi] in folgende Kategorien aufteilen: Dynamic Programming Al-
gorithmen [z. B. [Sel74; |Sel80], Automatentechniken [z. B. [Ukk85b; WMg2|, Filtertechniken und Bit-
Parallelisierung [z. B. Myegg].

2.2 Similarity Joins

Similarity-Join Algorithmen lassen sich in zwei grobe Kategorien, die exakten und die appoximativen,
einteilen. Letztere 16sen das Similarity-Join-Problem approximativ und sind damit fiir den Zweck der
Studienarbeit ungeeignet. Alle hier vorgestellten Algorithmen gehoren zur ersten Kategorie, sodass
nachfolgend mit Similarity-Join immer ein exakter Similarity-Join bezeichnet wird. Sie lassen sich



folgendermafien kategorisieren: Zu den Algorithmen, die ein filter-and-refine-Ansatz verwenden, ge-
horen unter anderem Part-Enum [vgl. |]AGKo6], All-Pairs [vgl. BMSo7] und ED-Join [XWLo8]. Zu den
partitionsbasierenden Algorithmen, dessen Kernideen auf einer Partionierung der zu verarbeitenen
Strings basieren, zdhlen Pass-Join [vgl. Li+11] und PartSS [vgl. [LSZ11]. Weiterhin existieren noch Al-
gorithmen, die sich einer Baumdatenstruktur bedienen wie PeARL [vgl. |RL11] oder Trie-Join [vgl.
WLF10; FWL12|, die tendenziell eher fiir kurze Strings gut geeignet sind [vgl. WLF12|.

In [Gra+o1] wird ein Similarity-Join in bestehenden Datenbankensystemen unter der Verwendung
von drei verschiedenen Filtertechniken implementiert. Ziel dieser Filtertechniken ist es, die Anzahl
der Kandidatenpaare fiir die Verifizierung so weit wie moglich zu reduzieren, ohne dabei die Exakt-
heit des Algorithmus an sich zu dndern. Dazu wird der Editabstand fiir zwei Strings in schwéche-
re (Filter-) Bedingungen, basierend auf Schnittmenge der beiden q-Gramm-Mengen der jeweiligen
Strings, umgewandelt.

[CGKo6] implementiert einen Similarity-Join-Operator (5S-Join) fiir Datenbanken mithilfe von g-
Grammen, der um einen Prafixfilter erweitert ist. Er ermoglicht die Umgehung des Engpasses, dass
ein Kandidatenpaar erst dann verworfen werden kann, nachdem auf alle seine g-Gramme zugegriffen
wurde [vgl. XWLo8].

Der PartEnum-Algorithhmus basiert auf dem Erzeugen von (Hash-)Signaturen durch Partitionie-
rung [vgl. HS11| S. g1ff]. Die Signaturen verfligen tiber die Eigenschaft, mindestens iiber eine gemein-
same Signatur zu besitzen, falls fiir zwei Strings r und s sim(r,s) > 7 gilt [vgl. AGKo6]|. String-Paare
mit gemeinsamen Signaturen gelten als Kandidatenpaare und werden in einer spéteren Verify-Phase
uberpriift [vgl. XWLo8; [AGKo6].

All-Pairs ist ein Similarity-Search-Algorithmus, der in Bayardo et al. [BMSoy| vorgestellt wird. Er
findet dhnliche Vektorpaare mithilfe eines beliebigen Ahnlichkeitsmafles auf einer Menge von Vekto-
ren eines hochdimensionalen Raums. Er basiert auf einer speziellen Form des Nested-Loop-Joins, dem
sog. Index-Nested-Loop-Join. Er verwendet einen on-the-fly erstellten invertierten Index, der im Haupt-
speicher gehalten wird. Mithilfe des invertierten Indexes wird ein Préfix-Filter zur Reduzierung der
Kandidatenmenge realisiert.

Eine fiir den Editabstand modifizierte Version von All-Pairs mit dem Namen All-Pairs-Ed wurde
von Xiao et al. [XWLo8] vorgestellt. Er arbeitet mit g-Grammen, die in dem invertierten Index des
Algorithmus gespeichert werden. Zwei Filter reduzieren zusitzlich die Menge der Kandidatenpaare
innerhalb der Verify-Phase, bevor ggf. aufwendige Editabstand-Berechnungen durchgefiihrt werden.

Xiao et al. [XWLo8|] préasentieren den Ed-Join Algorithmus. Sein Grundaufbau basiert auf dem
All-Pairs-Ed-Algorithmus. Eine der Kernideen von Ed-Join ist die Analyse der nichtiibereinstimmen-
den g-Gramme anstelle der iibereinstimmenden. Aus diesem Ansatz ergeben sich zwei neue untere
Schranken, die zu zwei neuen Filtermdoglichkeiten fithren. In der Evaluation zeigte sich, dass Ed-Join
gut fiir groe Schwellwerte von 7 € [4,20] und q-Grammgrofien von q € [4,8] geeignet ist [vgl.
XWLo8| und damit fiir das skizzierte Anwendungsszenario eher ungeeignet ist.

In Xiao et al. [Xia+11]] werden zwei Similarity-Join-Algorithmen zur effizienten Erkennung von fast
exakten Duplikaten von Dokumenten vorgestellt. Die mit PPJoin und PPJoin+ bezeichneten Algorith-
men basieren auf All-Pairs-Ed. Sie verwenden im Gegensatz zu Ed-Join nicht nur g-Gramme, sondern
allgemeiner Tokens, die Worter, g-Gramme usw. darstellen kénnen. Zur Bestimmung der Ahnlichkeit
wird die Jaccard-Ahnlichkeit herangezogen.

Zu den partitionierenden Similarity-Join-Algorithmen gehort Pass-Join [vgl. |Li+11]. Ihm liegt die
Annahme zugrunde, dass sofern ein String s dhnlich zu einem String r ist, es einen Substring von
s geben muss, der einem Segment von r gleicht. In der Evaluation von Pass-Join zeigte sich der
Algorithmus gegentiber Ed-Join und Trie-Join sowohl fiir kurze (I =~ 15), mittellange (I ~ 45) als auch
lange Strings (I ~ 105) mit T € {1,...,10} iiberlegen.

Neben Pass-Join gehort auch PartSS aus Li et al. [LSZ11] zu den partitionierenden Algorithmen,
dem zusitzlich die Idee der T-Neighborhood nach Myers [Myeg4|] zugrunde liegt: Als T-Neighborhood
wird die Menge der Strings bezeichnet, die maximal 7-Edit-Operationen von s entfernt sind. Sollte
ein String t dhnlich zu einem String s innerhalb eines gegebenen Editabstandes 7 sein, so muss dieser
in der 7-Neighborhood von s enthalten sein. Da die Groe der T-Neighborhood O (|s|T - |Z|7) betragt,
ist ihr praktischer Nutzen begrenzt. Bocek et al. [Boc+o7] gelang es jedoch einen praktikablen Algo-



rithmus — Fast Similarity Search (FastSS) — zu entwickeln. FastSS wird fiir die approximative Suche
in Dictionaries eingesetzt. Er verwendet anstelle der T-Neighborhood die T-Deletion-Neighborhood, bei
der der Editabstand ausschlieSlich durch Loschungen modelliert wird. Die t-Deletion-Neighborhood
eines Strings s enthilt dabei alle Varianten von s mit bis zu T Loschungen. Die GrofSe der t-Deletion-
Neighborhood betrdgt O (|s|7). Die von FastSS angewendete Filterbedingung fiir zwei Strings r und
s folgt der Idee, dass es mindestens einen gemeinsamen String in den 7-Deletion-Neighborhoods der
beiden Strings r und s geben muss, sofern fiir die zwei Strings s und r ed(s,r) < T gilt. Fiir jeden
Eintrag des Dictionaries werden die entsprechenden Neighborhoods erzeugt und in einem invertier-
ten Index gespeichert. Das Verfahren ist ausschlieflich fiir kurze Strings und kleine Schwellwerte T
praktikabel [vgl.Wan+o9].

Wang et al. [Wan+og] veroffentlichten den neighborhood generation with partitioning and prefix-based
pruning (NGPP) Algorithmus, der den FastSS-Algorithmus von Bocek et al. [Boc+o7] erweitert. Im

Gegensatz zu diesem zerlegt NGPP jeden String in [TTH—‘ Partitionen und speichert die 1-Deletion-

Neighorhoods der Partionen der zu indizierenden Strings in einem invertierten Index. Durch diese Par-
titionierung wird die Neighborhood-Grofe von O (|s|7) auf O (|s|t + 72) reduziert. Weiterhin wird
durch das neue Prifix-basierende Pruning die GroSe der Neighborhood auf O (I, - 72) reduziert,
wobei [, die wihlbare Prifixldnge ist. Langen und Positionsunterschiede beim spateren Matchvor-
gang werden durch Regeln zur Durchfithrung von Shifting- und Scaling-Operationen ausgeglichen
[vgl. Wan+og|]. Fiir kurze Entitdten zeigt sich, dass das Verfahren gegeniiber dem klassischen g-
Gramm basierenden Verfahren tiberlegen ist [vgl. [Wan+og]. In der Evaluation tibertifft NGPP u. a.
den FastSS-Algorithmus fiir kleinere T sowie Entitdten mit einer Lange von 15 bis 23 Zeichen deutlich
[vgl. Wan+og].

Dieses Verfahren wurde schliefllich von Li et al. [LSZ11]] zu dem PartSS-Algorithmus weiterentwi-
ckelt, um R-S-Similarity-Joins unter dem Editabstand durchzufiihren. Dabei wurde ein neues Parti-
tionsschema (PlusOne) eingefiihrt. Ferner verwendetet PartSS im Gegensatz zu NGPP keine syme-
trische Vorgehensweise bei der Partitionierung: Zum Indizieren benutzt er beide Partionierungsver-
fahren, jedoch beim Anfragen lediglich das neu eingefiihrte PlusOne Schema. In den Evaluationen
von Li et al. [vgl. LSZ11] tibertrifft PartSS sowohl NGPP als auch aktuelle g-Gramm Ansitze nach
[CGKo6] und [XWLo8§|.

Allen in diesem Abschnitt dargestellten Algorithmen ist gemein, dass sie nicht fiir skizzierte An-
wendungsszenario dieser Studienarbeit geeignet sind. Sie sind nur fiir mittlere und grofiere Schwell-
werte ausgelegt oder operieren auf langeren Strings, d.h. Strings mit Langen grofler als 30 Zeichen,
nicht ausreichend schnell. Jedoch sind die von Wang et al. [Wan+og|; Li et al. [LSZ11] eingefiihrten
Partitionsschemata insbesondere fiir diese Studienarbeit von Interesse, da mit ihnen womoglich der
vorgeschlagene Hash-Algorithmus auch fiir groflere T angewendet werden kann, dhnlich zu dem
Verfahren von Pass-Join [vgl. [Li+11].

2.3 Similarity-Joins und das MapReduce-Paradigma

Neben den klassisch Similarity-Join-Algorithmen existieren auch mit MapReduce parallelisierte Al-
gorithmen, die in diesem Abschnitt dargestellt werden.

Der Similarity-Join-Algorithmus von Vernica et al. [VCL10] bzw. Vernica [Veri2] baut auf einem
dreistufigen Vorgehen auf und wendet zur Parallelisierung das MapReduce-Paradigma an. Fiir je-
de Stufe gibt es genau zwei unterschiedliche Implementierungen, die jeweils aus einer oder zwei
MapReduce-Phasen bestehen.

Im ersten Schritt findet eine Sortierung der Token vom Join-Attribut des Records nach ihrer Haufig-
keit statt. Die sortierte Tokenliste spielt eine wichtige Rolle fiir die nachfolgenden Schritte. Die erste
Implementierung, das Basic Token Ordering (BTO), benotigt zwei Map/Reduce-Phasen. Wohingegen
die zweite Implementierung, das One Phase to Order Tokens (OPTO), nur einer Phase bedarf, dafiir
jedoch die Tokenliste komplett im Speicher halten muss.

Im zweiten Schritt werden die Record-ID-Paare (RID Paare) bestimmt, die die gewéhlte Ahnlich-
keitsschwelle {iberschreiten. Die Ergebnisse werden in Form von Tupeln aus RID des einen Dokumen-



tes sowie des anderen Dokumentes und ihrer Ahnlichkeit zuriickgegeben. Beide Implementierungen
benotigen eine MapReduce-Phase. Das als Basic Kernel (BK) bezeichnete Verfahren verwendetet einen
einfachen und selbstetwickelten Similarity-Join-Algorithmus. Das Indexed Kernel (PK) Verfahren be-
nutzt fiir die gleiche Aufgabe den PPJoin+ Algorithmus von Xiao et al. [Xia+11].

Wihrend des dritten Schrittes wird mithilfe der Paarliste aus dem zweiten Schritt, die als dhnlich
angesehen werden, das finale Ergebnis aus den Ursprungsdaten extrahiert. Das als Basic Record Join
(BR]) bezeichnete Verfahren, verwendet zwei MapReduce-Phasen, um das Ergebnis zu berechnen.
Hingegen erledigt das One-Phase Record Join (OPR]) die gleiche Arbeit in einer Phase, indem es die
insgesammt 4 Funktionen zu zweien zusammenfasst.

In der Evaluation zeigte sich, dass der beste scale-up fiir den Self-Join und den R-S-Join die BTO-
PK-BRJ-Kombination erreicht wird. Der speed-up war bei allen getesteten Kombinationen gleich [vgl.
Ver12, S. 40ff].

In [MF12] wird ein Framework fiir Similarity-Joins mit MapReduce beschrieben. Es verwendet eine
zweiphasige Herangehensweise, die fiir Sets und Multisets geeignet ist, sich jedoch ggf. auf Vektoren
anwenden lasst. Ahnlichkeitsmafie miissen die Shuffling Invariant Property erfiillen [vgl. CSoz], wie es
bei Nominal Similarity-Messures (z. B. Jaccard-Similarity) der Fall ist [vgl. MF12].

Weitere MapReduce Umsetzungen von Similiarity-Join-Algorithmen existieren von Elsayed et al.
[ELOo08] und Baraglia et al. [BML10].

3 Herangehensweise

In der Studienarbeit wird ein exakter Similarity-Join-Algorithmus unter dem Editabstand implemen-
tiert, der fiir sehr kleine Schwellwerte geeignet ist (d. h. T < 1). Er wird auf Hashing basieren.

3.1 Hashing

In Muth et al. [MMg6] wurde ein Algorithmus fiir (exaktes) multiples ASM mittels Hashing vor-
gestellt. In vielen Evaluationen zeigte sich das Verfahren deutlich gegentiber allen Algorithmen fiir
multiples ASM unter dem Editabstand fiir T < 1 tiberlegen. Der Algorithmus entnimmt dabei allen
zu suchenden Pattern einen Prafix der Lange p. Fiir jedes Pattern werden alle moglichen Loschungen
erzeugt und gehasht. Beim spateren Matching gleitet ein Fenster mit der entsprechenden Préfixgrofie
tiber den Text. Fiir dieses Fenster werden wiederum alle moglichen Loschungen erzeugt und in der
Hashtabelle nachgeschlagen. Sollte ein Treffer erzielt werden, wird eine Verifizierung ausgelost. Da
sowohl die induzierten Pattern als auch die zu anfragenden Pattern jeweils genau eine Loschung
enthalten, ist es moglich genau eine Loschung, Insertion oder Substitution abzubilden.

In dieser Studienarbeit soll das Verfahren so modifiziert werden, dass sich daraus eine Hashtabel-
len-Datenstruktur ergibt, mit der sich effizient Similarity-Joins fiir T < 1 durchfiihren lassen. Dazu
wird ein Filter-and-verfiy-Ansatz gewahlt, bei dem das Hash-Verfahren, die Kandidatenpaare liefert,
die spédter gesondert verifiziert werden.

Sei S eine Menge von Strings mit mindestens der Lange p. Fiir jedes s € S wird das p-Préfix
s[1...p] extrahiert und die 1-Deletion-Neighborhood (Definition siehe Abschnitt [2.2) dieses Préfixes
erzeugt. Fiir jeden Eintrag aus der Neighborhood wird ein Eintrag in der Hashtabelle angelegt. Es
gibt demnach p Eintrdge fiir jedes s € S. Die Hashfunktion folgt [MMog6] und lautet fiir einen belieben
String x:

(1)

(. x - 1) << D @r(xlxl) x> 1
M= {r(xm x =1

Wobei r : X — X eine beliebige bijektive Funktion ist. Fiir einen String xqxpx3x4x5 der Lange 5 ergibt
sich folgende Formel zu Berechnung des Hashwertes:

h(x1x0x3x4%5) = (((r(x1) << 1@7r(x0)) <<1dr(x3)) << 1D r(xg)) << 1Dr(xs)



Das Problem ist, dass zum Berechnen der p Hashwerte insgesamt O (p?) Zeit benotigt wird. Ana-
log zu Muth et al. [MMg6] wird ein Trick verwendet, um die Berechnung in linearer Zeit zu errei-
chen. Der Vorteil dieser Hashfunktion ist, dass nur fiir einen String aus der jeweiligen 1-Deletion-
Neighboorhood der Hashwert vollstindig berechnet werden muss — alle weiteren Hashwerte kon-
nen durch einfache XOR Operationen in O (1) abgeleitet werden. Folgendes Beispiel verdeutlicht die
Berechnung der Hashwerte der 1-Deletion-Neighboorhod fiir einen String x1x2x3x4x5:

hashy, xyxsx, = h(X1X2X3%4)

hashy, xyxsxs = Nashy xyxsx, @ (r[xa] B r[xs]) << 0
hashy, xxyxs = hashy, x,x,xs @ (r[xs] @ r[x]) <<1
hashy, xyxyxs = hashy, x,x xs @ (rlxa] ®7[xs]) << 2
hashy,xyxyxs = hashy vy, @ (r[x1] @ r[x]) << 3

Durch diese speziellen Optimierungen ist es moglich, die Hashwerte der gesamten 1-Deletion-
Neighboorhod in O (p) Zeit zu berechnen [vgl. MMog6)|.

Ahnliche Herangehensweisen, mithilfe von Deletion-Neighborhoods verwendeten schon Bocek et
al. [Boc+oy] mit FastSS, Wang et al. [Wan+og] mit NGPP o. 4. Fiir spatere Erweiterungen ist es denk-
bar, die partitionierende Herangehensweise von NGPP zu adaptieren und so ein Matching fiir grofsere
T zu ermoglichen.

3.2 Similarity-Join mittels Hashing

Das Similarity-Join-Problem ist wie folgt definiert:

Problem Similarity-Join: Gegeben seien zwei Mengen R und S von Strings {iber einem Alpha-
bet ¥, ein Threshold 7, € [0,1] bzw. T4 € R sowie eine Ahnlichkeitsfunktion sim : £* x
¥* — [0,1] bzw. eine Distanzfunktion dist : £* x £* — R™. Finde alle Paare, fiir die gilt (r,s) €
{(r,s) € S x R|sim(r,s) > Ty, } bzw. alle Paare, fiir die gilt (r,s) € {(r,s) € S x R|dist(r,s) < Tyis} -

Zur Duchfiihrung des Joins wird R zuerst in der Hashtabelle indiziert. Zum Join mit S wird fiir
jedes Element s € S die 1-Deletion-Neighborhood des Prifixes s[1...p] schrittweise erzeugt. Fiir
jedes Element der Neighborhood wird der Hashwert berechnet (vgl. [Unterabschnitt 3.1) und in der
Hashtabelle nachgeschlagen. Sollte ein Treffer erzielt werden, kann das Paar als Kandidatenpaar
angenommen werden. Sollte kein einziges Element der Neighborhood von s einen Treffer erzielen
wird s verworfen.

Das Similarity-Self-Join-Problem ist wie folgt definiert:

Problem Similarity-Self-Join: Gegeben seien eine Menge S von Strings iiber einem Alphabet %, ein
Threshold T, € [0,1] bzw. T4 € RT sowie eine Ahnlichkeitsfunktion sim : £* x * — [0, 1] bzw.
eine Distanzfunktion dist : * x £* — R™. Finde alle Paare, fiir die gilt (s,s") € {(s,s’) € S x S|s #
s’ Asim(s,s’) > T, } bzw. alle Paare, fiir die gilt (s,s') € {(s,s') € S x S|s # s’ Adist(s,s') < gt }-

Seine Durchfiihrung erfolgt, indem S vollstindig indiziert wird (vgl. [Unterabschnitt 3.1). Anschlie-
Bend bilden alle Elemente, die sich im gleichen Bucket befinden, jeweils Kandidatenpaare, die spater
verifiziert werden. Wahrend der Implementierung des Self-Joins soll ggf. tiberpriift werden, ob es
sich lohnt, g-Gramm-Filter auf die Elemente der Buckets anzuwenden, um die Anzahl der Kandi-
datenpaare weiter zu reduzieren. Ferner miissen optimale Parameter fiir die Hashtabelle gefunden
werden.

3.3 Parallelisierung

Anstelle des klassischen MapReduce-Programmiermodels nach [DGo8] soll zur Parallelisierung das
PACT-Programmiermodel von [Bat+10] verwendet werden.



Self-Similarity-Join Fiir die Parallelisierung mithilfe von PACTs wird der Self-Similarity-Join auf
eine Map-Reduce-Konstruktion abgebildet. Wahrend der ersten Map-Phase werden die Hashwerte
der Neighborhod eines sehr kurzen Prifixes berechnet. Die Ausgabe der Map-Funktion erfolgt als
Tupel aus einem Hashwert und einem Read. Die Aufgabe dieses Schrittes besteht primér in der Par-
tionierung der Daten. Die Tupel werden nach Hashwert gruppiert. Diese Art von Partitionierung
ermoglicht eine getrennte Bearbeitung in den weiteren Schritten. Wahrend der Reduce-Phase baut
jeder Reducer aus seinen Eingabedaten eine vollstindige Hashtabelle auf (vgl. [3.1), um die mogli-
chen Kandidatenpaare zu bestimmen und anschlieSend zu verifizieren. Abbildung zeigt dieses
Vorgehen. Ein grofier Nachteil dieser Losung ist, dass es moglich ist, dass mehrere Reducer den
Editabstand fiir exakt die gleichen Sequenzpaare berechnen. Um dieses Problem zu umgehen, wére
stattdessen eine Map-Reduce-Reduce-Konstruktion moglich. Dabei bleibt die erste Map-Phase erhal-
ten und die Reduce-Funktion des ersten Vorschlags wird auf eine Map- und eine Reduce-Funktion
aufgeteilt, indem die Verifikation in die Reduce-Phase verlagert wird. Abbildung zeigt dieses
Vorgehen.

SHF={Map *"{Reduce

Partitionierung Erzeugen und Verifizieren
mittels der Kandidaten-
Hashing paare

Abbildung 1: Beispielhafter Ablauf fiir einen Self-Join nach Vorschlag 1.

R-S-Similarity-Join Der R-S-Similarity-Join wird durch eine Map-Reduce-Match-Reduce-Konstruk-
tion implementiert, sodass moglichst viel Funktionalitit wiederverwendet werden kann. Dazu durch-
laufen die Mengen R und S jeweils separat die beiden Map-Funktionen des Similarity-Joins. Anschlie-
Bend werden {tiber eine Match-Funktion die Buckets der Hashtabellen zusammengefiihrt und so die
Kandidatenpaare fiir die anschlieffende Verifizierung wahrend der folgenden Reduce-Phase erzeugt.
Das Vorgehen ist in Abbildung verdeutlicht.

] ESH
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Erzeugen der Hashwert ID Read
Kandidaten- Red uce Red UCE | Berechnen der Hashwert
oo Reduce erechnen der Hashwerte
Hashwert ID1 ID2 ;sheadz
M atCh Zusammenflihren zu
Kandidatenpaaren
Verifizieren der
Kandidaten- Red u Ce Red U Ce Verifizieren der Kandidatenpaare
paare
(a) Self-Join (b) R-S-Join

Abbildung 2: Darstellung des Self-Joins nach Vorschlag zwei und des R-S-Joins.

3.4 Evaluation

Waihrend der Evaluation sollen fiir den Self-Similarity-Join und den R-S-Similarity-Join sowohl der
Scale-up als der Speed-up untersucht bzw. gemessen werden. Fiir die Untersuchung der vertikalen



Skalierung wird bei gleichbleibender Datenmenge die Anzahl der Nodes erhoht und die Gesamt-
laufzeit betrachtet. Wohingegen bei der Bestimmung des Skalierungsfaktors die Datenmenge und die
Anzahl der Nodes um den gleichen Faktor erhoht werden und wiederum jeweils die Gesamtlaufzeit
gemessen wird.

Weiterhin wire es denkbar, gegen einen weiteren Algorithmus zu evaluieren. Gut geeignet wére
hier ein einfacher Algorithmus wie All-Pairs-Ed [XWLo8]|, da sich hier der Implementierungsaufwand
in Grenzen halten wird. Ein Evaluieren gegen Algorithmen wie [Ver12; VCL10; BML1o; [ELOoS] ist
meines Erachtens wenig sinnvoll, da sie i. d. R. zur Verarbeitung von Dokumenten entworfen wur-
den und weniger zur Verarbeitung grolerer Stringmengen. Ferner wiirde ihre Implementierung den
Zeitraumen der Arbeit tiberschreiten.
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