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Exposé zur Masterarbeit

1 Motivation und Einführung
Mittels Analyse des Transkriptoms ist es durch bioinformatische Algorithmen möglich,
die Ähnlichkeit von Tumoren und Karzinomen zu Zellen in bekannten Differenzierungs-
stadien zu bestimmen [1]. Für Früherkennung und personalisierte Therapie ist eine solche
Quantifizierung klinisch relevant [2]. Da bisher kein publizierter Framework zur Messung
dieser Ähnlichkeiten für pankreatische neuroendokrine Neoplasien (PanNEN) bekannt
ist, soll in dieser Masterarbeit ein solcher entwickelt und kritisch bewertet werden.
Dem zu entwickelnden Framework liegt die durch Publikationen gestützte [3, 4] Hy-
pothese zu Grunde, dass das Expressions-Profil von Tumoren Ähnlichkeiten zu dem
Expressions-Profil von Zellen in bekannten Differenzierungsstadien zeigt. Mittels einer
Metrik über die Transkriptome soll die Ähnlichkeit zwischen der Genexpression von
PanNEN und der Genexpression von Stammzellen, pankreatischen Progenitorzellen und
ausdifferenzierten pankreatischen Zelltypen quantifiziert werden.
Riester et al. konnten zeigen, dass die Pearson-Korrelation ein sinnvolles Maß für die
Quantifizierung von Ähnlichkeiten zwischen Tumoren und Stammzellen ist. Newman et
al. [5] haben in ihrer Studie gezeigt, dass es durch Dekonvolution von Expressionsdaten
[6] mit Hilfe einer Support Vector Regression (SVR) möglich ist, Ähnlichkeiten in der
Genexpression zwischen Zell-Konvoluten aus gesundem Gewebe zu messen.
In dieser Arbeit soll die Ähnlichkeit von PanNEN zu Differenzierungsstadien wie bei
Newman et al. durch eine Dekonvolution mittels einer SVR bestimmt werden. Bisher
wurde nicht gezeigt, dass dies bei Krebszellen möglich ist. Zudem werden im Gegensatz
zu Riester et al. nicht nur paarweise Messungen durch Betrachtung der Korrelation ein-
zelner Genexpressions-Profile vorgenommen, sondern es wird durch die Dekonvolution
die Gesamtheit aller Samples betrachtet. Hierdurch entsteht ein Informationsgewinn.
Im Kontext der Transkriptom-Analyse versteht man unter der Dekonvolution von Gen-
expressionen die Bestimmung der relativen Anteile der Zelltypen, die im untersuchten
Gewebe vorhanden sind. In Matrixnotation lässt sich das Dekonvolutionsproblem wie
folgt darstellen:

T = C × p+ ε

Wobei T die Expressionsmatrix eines Konvoluts darstellt (zum Beispiel erhoben durch
RNA-Sequenzierung), C die Zelltyp-spezifischen Genexpressionen (Zellen in bekannten
Differenzierungsstadien) und p ein Vektor mit den gesuchten Anteilen der Zelltypen im
Konvolut.
Aufgabe des Frameworks ist es, mittels einer SVR eine Dekonvolution von Transkrip-
tomdaten (RNA-Sequenzierung (RNA-Seq), single-cell RNA-Sequenzierung (scRNA),
Microarray) von PanNEN zu ermöglichen und darüber eine Ähnlichkeitsmessung zwi-
schen Differenzierungsstadien und PanNEN zu etablieren. Um Datenheterogenität, sowie
technische und biologischen Artefakte auszuschließen, sollen die Ergebnisse durch bioin-
formatische Methoden auf ihre Signifikanz und Robustheit überprüft werden.
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2 Zielstellung der Masterarbeit
Das Ziel der Masterarbeit ist es, einen bioinformatischen Framework zu entwickeln und
durch ein Benchmark kritisch zu bewerten. Die Masterarbeit war erfolgreich, wenn durch
Benchmarks gezeigt werden konnte, ob eine Dekonvolution der Expressionsdaten für eine
Ähnlichkeitsmessung zwischen PanNEN und Zellen in bekannten Differenzierungsstadi-
en geeignet ist oder nicht.
Durch eine Kreuzvalidierung soll die Eignung der Expressionsdaten untersucht werden,
die für das Training der SVR verwendet werden. Anschließend soll mittels Bootstrapping
und Perturbation die Robustheit der Dekonvolution anhand eines synthetischen Gold-
standards analysiert werden. In einem weiteren Benchmark soll die Schwankung wich-
tiger Zielgrößen der Dekonvolution in Abhängigkeit steigender Störfaktoren bestimmt
werden, um biologisch sinnvolle Signifikanz-Schwellen zu ermitteln. Nach erfolgreichen
Benchmarks sollen Ähnlichkeiten für PanNEN bestimmt werden und die Ergebnisse
durch einen Abgleich mit klinischen Metadaten validiert werden.
Der Framework wird in Form eines genererischen R-Packages entwickelt [7], mit Genex-
pressionsdaten von PanNEN als proof of concept.

3 Methodik
3.1 Transkriptomdaten und Markergene
Es werden Transkriptomdaten von Zellen in bekannten Differenzierungsstadien und von
PanNEN benötigt. Die Expressionsdaten der Zelltypen dienen dabei als Referenz für
die Dekonvolution, indem sie als Trainingsdaten für die SVR verwendet werden. Die
Expressionsdaten von PanNEN werden zum Testen der Ähnlichkeitsmessung benötigt.

Tab. 1: Bereits identifizierte Transkriptomdaten. Es ist angegeben, welcher Studie die Daten
entnommen sind, mittels welcher Technologie sie erhoben wurden, aus welchem Organismus sie
stammen und ob es Daten für ein Differenzierungsstadium oder PanNEN sind. Die Daten von
Grötzinger et al. sind noch nicht publiziert.

Autor Technologie Organismus Typ
Baron et al. [9] scRNA Homo sapiens Ausdifferenziert
Muraro et al. [10] scRNA Homo sapiens Ausdifferenziert
Segerstolpe et al. [11] scRNA Homo sapiens Ausdifferenziert
Lawlor et al. [8] scRNA Homo sapiens Ausdifferenziert
Yan et al. [12] scRNA Homo sapiens Stammzellen
Stanescu et al. [13] scRNA Mus musculus Progenitorzellen
Spagnoli et al. [14] RNA-Seq Mus musculus Progenitorzellen
Sadanandam et al. [15] Microarray Homo sapiens PanNEN
Scarpa et al. [16] RNA-Seq Homo sapiens PanNEN
Grötzinger et al. RNA-Seq Homo sapiens PanNEN
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Nach bereits erfolgter Sichtung sind erste Daten für Stammzellen, pankreatische Pro-
genitorzellen und ausdifferenzierte pankreatische Zelltypen vorhanden (siehe Tabelle 1).
Da aber, insbesondere für Stammzellen und Progenitorzellen, noch nicht ausreichend Da-
ten vorhanden sind, sollen durch Literaturrecherche weitere Studien in das Trainingsset
integriert werden. Für PanNEN sind bereits ausreichend Daten aus dem MapTorNet-
Projekt vorhanden.
Außerdem müssen für die Dekonvolution Markergene definiert werden, welche durch ihre
spezifische Expression eine Signatur für die Zellen in bekannten Differenzierungsstadien
darstellen. Bei der Dekonvolution wird die Menge aller betrachteten Gene auf diese Un-
termenge von Markergenen reduziert, da diese den größten Informationsgehalt für eine
Auftrennung bieten (vergleiche Newman et al. [5]). Ideale Markergene sind möglichst nur
in einem spezifischen Zelltyp exprimiert und zeigen eine robuste Expression in biologi-
schen Replikaten. Solche Gene sollen durch Literaturrecherche gefunden (zum Beispiel
Lawlor et al. [8]) oder durch eine Analyse der differentiellen Genexpression ermittelt
werden. Eine optimales Set von Markergenen soll als Teil des Benchmarks identifziert
werden.

3.2 Generierung von synthetischen Expressionsdaten
Für das Benchmark sollen synthetische Expressionsdaten erzeugt werden, die als Gold-
standard genutzt werden können, um den Framework zu benchmarken. Dafür sollen
Positiv- und Negativkontrollen generiert werden.
Die Positivkontrollen werden basierend auf den Trainingsdaten erstellt, da für diese
Samples bekannt ist in welchem Differenzierungsstadium sie sich befinden. Die Simu-
lation konzentriert sich dabei auf die Markergene, die jedes Differenzierungsstadium
charakterisieren. Diese spezifische Gen-Signatur muss bei den Positivkontrollen erhalten
bleiben, um zu gewährleisten, dass eine auf Markergenen basierende Ähnlichkeitsmes-
sung für diese Samples erfolgreich ist.
Für die Negativkontrollen können entweder Expressionswerte generiert werden, die einer
zufälligen Verteilung folgen, sodass keinerlei Signatur zu erkennen ist. Oder es werden
Samples aus einem anderen Gewebetyp verwendet, auf dem die SVR nicht trainiert wur-
de. Für Negativkontrollen sollten somit keine Ähnlichkeiten gemessen werden können.
Für die Simulation kann das R-Paket powsimR [17] verwendet werden. Oder es wird ein
eigener Algorithmus erstellt, der diese Aufgabe übernimmt. Da die Genexpressionen von
RNA-Seq-Sampels durch eine negative Binomialverteilung modelliert werden können,
soll diese Verteilung auch hier für die Simulation verwendet werden.

3.3 Benchmarks
3.3.1 Kreuzvalidierung der Trainingsdaten

Durch eine Kreuzvalidierung soll die Qualität der gewählten Trainingsdaten analysiert
werden. Es soll untersucht werden, ob sich Samples, die sich im gleichen Differenzierungs-
stadium befinden, gegenseitig zerlegen lassen. Dafür soll immer ein Teil der Samples für
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das Training der SVR verwendet werden und für den verbleibenden Teil soll die korrekte
Dekonvolution getestet werden. Die Trainingsdaten werden nach ihrer Studienzugehörig-
keit aufgeteilt und zuerst soll jede Studie gegen sich selbst getestet werden. Anschließend
dient jede Studie einmal als Trainings-Partition und die verbleibenden Studien bilden
reihum die Test-Partition.

3.3.2 Beurteilung der Robustheit

In einem nächsten Schritt soll die Robustheit der Dekonvolution untersucht werden.
Hierfür wird eine Kreuzvalidierung auf dem synthethischen Goldstandard durchgeführt.
Für diesen Fall werden nur die Positivkontrollen verwendet.
Die Expressionsdaten werden zuerst durch Störterme perturbiert, die mittels einer nega-
tiven Binomialverteilung generiert werden und auf die Expressionswerte addiert werden.
Durch Bootstrapping werden dann wiederholt Markergene aus allen Sampels entfernt
und in jeder Iteration zufällige Partitionen für die Kreuzvalidierung erstellt. Die SVR
wird auf den gestörten Trainingsdaten trainiert und dann mit Hilfe der Testdaten ana-
lysiert, inwiefern die Störung die Ergebnisse beeinflusst.

3.3.3 Beurteilung der Schwankung von p-Wert und Ähnlichkeitswert

Für die Dekonvolution mit Hilfe einer SVR lässt sich ein p-Wert berechnen, indem eine
Nullverteilung für die berechneten Ähnlichkeiten bestimmt wird (vergleiche Newman et
al. [5]). In einem weiteren Benchmark soll die Schwankung dieses p-Werts und des Ähn-
lichkeitswerts analysiert werden, um biologisch sinnvolle Signifikanz-Schwellen für diese
Zielgrößen zu definieren.
Das Benchmark wird auf dem synthethischen Goldstandard mit Negativ- und Positiv-
kontrollen ausgeführt. Zuerst werden die Samples ohne Störung des Inputs dekonvoluiert
und mittels einer receiver-operating-characteristic-Kurve (ROC-Kurve) wird ein Cutoff
für den p-Wert bestimmt, sodass sich eine optimale Zuordnung der Kontroll-Samples in
signifikante und insignifikante Ähnlichkeiten ergibt.
Anschließend wird die Heterogenität eines Tumor-Sample simuliert, indem die Kontrol-
len durch Bootstrapping oder Perturbation gestört werden. Die perturbierten Samples
werden dekonvoluiert und mittels der ROC-Kurve wird erneut ein optimaler Cutoff für
den p-Wert ermittelt. Diese Analyse wird mehrfach wiederholt, wobei die Intensität der
Störung bei jeder Wiederholung in einem festgelegten Intervall gesteigert wird.
Neben der Schwankung des p-Werts soll danach auf gleiche Weise die Schwankung der
berechneten Ähnlichkeitswerte analysiert werden. Damit soll es durch dieses Benchmark
möglich sein, zu beurteilen, ab wann den berechneten p-Werten und Ähnlichkeitswerten
vertraut werden kann und ab wann eine Dekonvolution korrekt ist.

3.4 Analyse der Expressionsdaten von PanNEN
Nach dem Benchmark auf dem synthethischen Goldstandard soll die Ähnlichkeitsmes-
sung anhand von Expressionsdaten von PanNEN durchgeführt werden. Die zuvor er-
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mittelten Cutoffs für p-Wert und Ähnlichkeit sollen genutzt werden, um festzulegen, ab
wann ein Sample einem Differenzierungsstadium zugeordnet werden kann. Die berechne-
ten Ähnlichkeiten sollen validiert werden, indem die Ergebnisse mit klinischen Metadaten
abgegichen werden, die unabhängig erhoben wurden.
Die berechneten Ähnlichkeiten sollen auf Artefakte überprüft werden, indem die Marker-
gene der Differenzierungsstadien betrachtet werden. Es soll untersucht werden, ob Ähn-
lichkeitswerte nur auf einzelne Markergene zurückzuführen sind und ob dies biologisch
sinnvoll ist. In solchen Fällen sollen diese Markergene aus der Analyse entfernt werden
und anschließend soll überprüft werden, ob die berechneten Ähnlichkeiten stabil bleiben.
Im Fall von Insulinomen wäre es zum Beispiel biologisch sinnvoll, dass eine hohe Ähn-
lichkeit zum ausdifferenzierten Stadium von einer starken Expression des Insulin-Gens
herrührt [18].
Weiterhin kann es vorkommen, dass es für manche Samples nicht möglich ist signifikan-
te Ähnlichkeiten zu berechnen. Dies kann darauf zurückzuführen sein, dass die Wahl
der Trainingsdaten nicht optimal war, da besipielsweise die Bandbreite der gewählten
Differenzierungsstadien nicht ausreichend war. Samples ohne Ähnlichkeiten sollen tiefer-
gehend analysiert werden, um Markergene zu identifzieren, die in dieser Gruppe eine
konsistente Expression zeigen. Dadurch kann ein neues Differenzierungsstadium definiert
werden, was schließlich eine Ähnlichkeitsmessung für diese Samples möglich machen wür-
de.
Außerdem sollen die berechneten Ähnlichkeiten mit den a priori bekannten Subklassifika-
tionen der PanNEN-Samples (neuroendokrine Tumore (NET) und neuroendokrine Kar-
zinome (NEC) nach Klassifikation der WHO [19]) abgeglichen werden. Es soll untersucht
werden, ob die Ähnlichkeiten zu Differenzierungsstadien mit den Subtyp-Zugehörigkeiten
korrelieren. Dies kann es ermöglichen, die Subklassifikation eines Sampel durch die Ähn-
lichkeitsmessung mittels einer SVR zu bestimmen.
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